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摘  要：全球导航卫星系统（global navigation satellite system，GNSS）具有全天候、高精度、高时空分辨率观测等优势，已

成为开展地球大气探测与效应研究的重要技术手段。近年来，随着人工智能（artificial intelligence,AI）迅猛发展，AI 驱动

的 GNSS 大气效应研究已成为卫星导航与大气科学交叉领域的重要前沿方向。围绕 GNSS 大气效应建模、预测与应用，

系统梳理 AI 在对流层天顶总延迟、天顶湿延迟、斜路径延迟、可降水量、电离层电子总含量、电子密度及电离层闪烁等参

数建模与预测中的研究进展，进一步分析总结其在水汽二维建模、三维水汽和电子密度结构反演、高精度 GNSS 定位和

强降水短临预报等方面的应用。现有研究表明，AI 在复杂大气条件下对大气参数表现出较强的非线性建模与预测能力，

但仍存在训练数据质量和代表性依赖较强、物理可解释性不足、复杂深度模型计算量大、长期与异常事件泛化能力有限

等问题，距离工程应用仍有差距。未来研究应重点加强地基 GNSS、GNSS 掩星、卫星测高及探空等多源观测的协同利

用，构建高质量数据集；引入 GNSS 信号传播过程及大气参数反演等物理约束，提高建模可靠性；发展迁移学习、自监督

学习及领域自适应等方法，提高数据稀缺及复杂场景下泛化与自适应能力。同时完善面向实际应用的评价体系，形成

“实时监测—智能预测—误差改正—定位/气象应用”闭环，服务于高精度定位、空间天气预警和 GNSS 气象学。
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Abstract： Global navigation satellite systems (GNSS), with all-weather operation, high accuracy, and 
high spatiotemporal resolution, have become an important technique for atmospheric sounding and the in⁃
vestigation of atmospheric effects. In recent years, with the rapid development of artificial intelligence (AI), 
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AI-driven research on GNSS atmospheric effects has emerged as an important frontier at the intersection of 
satellite navigation and atmospheric science. Focusing on the modeling, prediction, and applications of 
GNSS atmospheric effects, this paper systematically reviews recent advances in AI-based modeling and 
prediction of key atmospheric parameters, including zenith total delay, zenith wet delay, slant path delay, 
precipitable water vapor, ionospheric total electron content, electron density, and ionospheric scintillation. 
Applications of AI to two-dimensional water vapor modeling, three-dimensional reconstruction of water 
vapor and electron density structures, high-precision GNSS positioning, and severe precipitation nowcasting 
are further summarized and analyzed. Existing studies show that AI exhibits strong capabilities for nonlinear 
modeling and prediction of atmospheric parameters under complex atmospheric conditions. However, sev⁃
eral challenges remain, including strong dependence on the quality and representativeness of training data, 
limited physical interpretability, high computational costs of complex deep learning models, and insufficient 
generalization over long time spans and during anomalous events, indicating that a gap still exists between 
current research and practical engineering applications. Future studies should strengthen the coordinated use 
of multi-source observations, including ground-based GNSS, GNSS radio occultation, satellite altimetry, 
and radiosonde measurements, to construct high-quality datasets; incorporate physical constraints associat⁃
ed with GNSS signal propagation and atmospheric parameter inversion to improve modeling reliability; and 
develop transfer learning, self-supervised learning, and domain adaptation methods to enhance model gen⁃
eralization and adaptability under data-scarce and complex conditions. In addition, evaluation systems 
oriented toward practical applications should be further improved to establish an integrated chain of real-
time monitoring, intelligent prediction, error correction, and positioning or meteorological applications, 
thereby supporting high-precision positioning, space weather early warning, and GNSS meteorology.
Key words： artificial intelligence； BeiDou/GNSS； atmospheric effects； ionosphere； troposphere； modeling 
and prediction

全球导航卫星系统（global navigation satel⁃
lite system，GNSS）信号穿过地球大气层时，受到

大气介质时空变化的影响，会产生传播延迟与扰

动，即 GNSS 大气效应。一方面，大气效应是制

约 GNSS 定位导航授时的精度、收敛速度及服务

可靠性的主要误差源。另一方面，信号传播延迟

和扰动包含丰富的大气状态信息，可用于对流层

和电离层的高精度监测。因此，GNSS 大气效应

的准确建模和预测对提升导航定位授时性能与

支撑中高层大气的科学研究均具有重要意义。

GNSS 大气效应主要包括对流层效应和电离

层效应。对流层在 GNSS 频段内近似为非色散

介质，延迟不能通过多频组合直接消除，其中湿

延迟对大气水汽变化十分敏感，在高湿、锋面和

强对流等复杂条件下表现出显著的时空非均匀

性［1］。电离层具有色散特性，其对 GNSS 信号传

播的影响不仅与信号频率有关，还与传播路径上

的电子含量及其空间分布密切相关。此外，在磁

暴、电离层不规则体等异常扰动条件下，GNSS 信

号还可能出现相位扰动、周跳、信噪比下降甚至

失锁等现象［2］。围绕对流层和电离层效应的建模

改正，国内外已开展大量研究。在对流层方面，

经验模型、映射函数、数值天气预报和再分析资

料已广泛应用于天顶延迟估计与改正、精密单点

定位（precise point positioning，PPP）以及 GNSS
气象［3］。在电离层方面，全球和区域二维/三维经

验模型、实测模型以及数据同化模型用于单频

GNSS 定位误差修正和电离层状态监测。然而，

传统建模方法通常依赖既定物理特性和参数化

方案，存在模型参数相对固化、空间平滑过度以

及模式分辨率受限等问题，难以充分刻画台风、

锋面、强对流、磁暴和电离层不规则体等强扰动

条件下的局地变化和快速演化过程，制约 GNSS
大气效应高精度、高时空分辨率建模处理和预测

水平。

人工智能（artificial intelligence，AI）方法能够

从大规模历史观测数据中学习输入信息与 GNSS
大气效应参数之间复杂的非线性映射关系，并通

过时序建模、空间特征提取及多源信息融合等手

段，增强对传统模型难以充分刻画的局地变化和

快速演化过程的表征能力。随着 GNSS 地面观

测网规模不断扩大，以及 GNSS 掩星、卫星测高、

空间天气参数、地面气象观测、再分析资料和数

值天气预报等多源数据持续积累，AI 驱动的
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GNSS 大气效应建模、预测与应用研究具备了丰

富的数据基础。目前，相关研究已由对流层延迟

和 电 离 层 总 电 子 含 量（total electron content，
TEC）等基本参数估计，逐步拓展至对流层二维

建模与三维水汽反演、电离层二维 TEC 和三维电

子密度建模、扰动与闪烁识别，以及大气参数时

空预测和多场景应用等。相较于传统建模与预

测方法，AI 技术在复杂非线性关系表征、时空特

征学习和多源异构信息协同利用等方面优势显

著，为复杂环境及强扰动条件下 GNSS 大气效应

的精细建模、动态预测与深层应用提供了新的技

术途径。为此，本文从 GNSS 大气效应建模、预

测与应用 3 个方面，系统梳理 AI 在 GNSS 大气效

应研究中的主要进展，重点讨论分析不同 AI方法

的技术特点、适用性、改进策略和性能优势，总结

当前研究存在的关键问题，并进一步探讨未来的

发展方向。

1　GNSS大气效应及其AI方法适用性

1.1　GNSS大气效应基本参数及传统反演方法

传统 GNSS 大气效应建模与反演方法主要

通过构建观测量与大气参数之间的函数关系，结

合参数化模型和统计估计方法，实现对流层延

迟、电离层总电子含量及相关大气参数的估计与

反演。GNSS 信号在传播过程中受到对流层和电

离层影响，其引起的传播延迟以误差项进入伪距

和载波相位观测方程。在卫星轨道、钟差及其他

误差得到精确改正或参数估计后，可从 GNSS 观

测量中分离和提取对流层和电离层延迟信息，并

进一步反演出相应的大气效应参数。GNSS 伪距

和载波相位观测方程如下：

P s
r,i = ρs

r + c ( dtr - dt s )+ d s
orb + T s

r + I s
r,i - cBr,i -

cBs
i + rel s

r + εs
r （1）

Φ s
r,i = ρs

r + c ( dtr - dt s )+ d s
orb + T s

r - I s
r,i - cbr,i -

cbs
i + rel s

r + N s
r,i + ξ s

r （2）
式中，P s

r，i 和 Φ s
r，i 分别为接收机 r 对卫星 s 在频率 i

上的伪距和载波相位观测值；ρs
r 为卫星到接收机

几何距离；dtr 和 dt s 分别为接收机钟差和卫星钟

差；d s
orb 为卫星轨道误差；T s

r 和 I s
r，i 分别表示对流层

和电离层延迟；Br，i、Bs
i 为伪距硬件延迟；br，i 和 bs

i

为载波相位小数偏差；rel s
r 为相对论效应改正项；

N s
r，i 为载波相位整周模糊度；εs

r 和 ξ s
r 分别表示伪距

和相位观测噪声。

在对流层大气效应建模中，GNSS 信号实际

受到卫星 -接收机视线方向斜路径传播延迟的影

响。数据处理中通常利用映射函数将斜路径延

迟归算至天顶方向，并以天顶总延迟（zenith total 
delay，ZTD）作为基本参数。ZTD 可进一步分解

为天顶静力延迟（zenith hydrostatic delay，ZHD）

和天顶湿延迟（zenith wet delay，ZWD），其值表

示为：

V ZTD = V ZHD + V ZWD （3）
式中，ZHD 主要受大气总质量和气压影响；ZWD
则主要受水汽含量及其时空变化影响。在传统

GNSS 数 据 处 理 中 ，Saastamoinen、UNB3m 及

GPT 系列模型常用于计算 ZHD、ZTD 等先验延

迟值，或提供相关延迟模型计算所需的气象参

数［4-7］。对于不同卫星观测方向，还需根据卫星高

度角和方位角，利用映射函数将天顶延迟转换为

相应的斜路径延迟。进一步考虑卫星高度角 e、
方位角 α 以及水平梯度项后，观测方程中的对流

层延迟可表示为斜路径总延迟（slant total delay，
STD），表示如下：

       T s
r = STD ( e,α )=

                      V ZHD × MF h ( e )+ V ZWD × MFw ( e )
各向同性

+

                 MF g ( e ) ( Gn cos α + Ge sin α )
各向异性

（4）

式中，MF h、MFw 分别为静力学和湿映射函数；

MF g 为梯度映射函数；Gn 和 Ge 分别为南北向和

东西向水平梯度参数。尼尔映射函数（Niell map⁃
ping function，NMF）、全球映射函数（global map⁃
ping function，GMF）和维也纳映射函数（Vienna 
mapping function，VMF）等用于描述天顶延迟向

不 同 卫 星 高 度 角 对 应 斜 路 径 方 向 的 映 射 关

系［7-10］；水平梯度则用于补充表征对流层在不同

方位上非对称及其空间变化。

在 GNSS 气象应用中，可进一步将 ZWD 转

换 为 大 气 可 降 水 量（precipitable water vapor，
PWV），其值转换关系表示为：

V PWV = Π (Tm ) ⋅ V ZWD （5）
式中，转换系数 Π 与大气加权平均温度 Tm 密切相

关。由此，PWV 传统反演通常首先解算 ZTD，并

分离 ZHD 获得 ZWD，进一步计算 Tm 获取转换系

数，并反演 PWV，因此，PWV 反演精度不仅受到

ZTD 估计误差影响，还与气压、大气加权平均温

度及其相关模型精度相关。

上述 ZTD、ZWD 和 PWV 主要由 GNSS 测站

观测量解算获得，用于表征单个测站上空的对流

层延迟或整层水汽状态。在区域尺度建模与应

用 中 ，通 常 利 用 反 距 离 加 权（inverse distance 
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weighting，IDW）、Kriging 和样条插值等方法，将

离散分布测站获取的 ZTD、ZWD 和 PWV 扩张为

空间连续分布。此类方法能够实现由离散站点

参数向区域空间连续场的拓展，但其建模精度较

大程度受到站网密度、空间分布和插值方法的影

响，在复杂地形或水汽空间变化显著的区域容易

产生过度平滑，难以准确刻画局地精细结构。此

外，由于 ZTD、ZWD 和 PWV 均属于大气垂向积

分量，因此难以直接反映水汽的垂向分布特征。

GNSS 水汽层析通常将多站多星观测获取的斜路

径湿延迟（slant wet delay，SWD）转换为斜路径水

汽含量，并结合卫星-接收机传播路径的几何关系

构建体素化观测方程，进而反演三维湿折射率或

水汽密度场［11］。受 GNSS 射线空间分布不均以

及部分体素缺乏有效射线观测等影响，传统水汽

层析反演通常还需引入初始场及水平、垂向等约

束条件，以增强观测方程的可解性和反演结果的

稳定性。

在电离层效应建模方面，电离层在 GNSS 频

段具有色散特性，第 i 个频率上的一阶电离层延

迟与卫星 -接收机视线方向上的倾斜电离层总电

子含量（slant TEC，STEC）满足：

I s
r,i = 40.3

f 2
i

TSTEC
s

r （6）

式中，

TSTEC =∫ l
N e ( r,t ) ds （7）

STEC 通常采用双频伪距法、相位平滑伪距

法以及非差非组合 PPP 等方法解算得到。对于

单频 GNSS 用户，Klobuchar、NeQuick 和 BDGIM
等广播电离层模型可通过参数化方式提供实时

或准实时电离层延迟改正，而国际参考电离层

（international reference ionosphere，IRI）等经验模

型可用于提供电子密度及相关电离层参数的背

景信息［12-15］。当研究对象由单条传播路径扩展至

区域或全球二维分布时，通常基于单层电离层假

设，将 STEC 映射至穿刺点对应的垂直总电子含

量（vertical TEC，VTEC），并进一步采用球谐函

数 、多 项 式 和 Kriging 等 方 法 构 建 区 域 或 全 球

TEC 产品。由于 VTEC 本质上是电子密度沿垂

向方向的积分量，难以表征电子密度随高度的精

细变化。为获取三维电子密度结构，通常引入电

离层层析方法，利用多站多星 STEC 观测及其传

播几何关系构建路径积分方程，并采用代数重构

技 术（algebraic reconstruction technique，ART）、

乘法代数重构技术（multiplicative ART，MART）

和同步迭代重构技术（simultaneous iterative re⁃
construction technique，SIRT）等方法反演三维电

子密度场［16］。受 GNSS 射线空间分布不均及观

测方程欠定等影响，传统电离层层析通常还需结

合 IRI、GNSS 掩星及电离层测高等资料构建初始

场或引入附加约束，以增强观测方程的可解性和

反演结果的稳定性。

除传播延迟外，GNSS 信号在穿越电离层时

还可能受到小尺度不规则结构体的影响，导致接

收信号幅度和相位的快速起伏，该现象通常称为

电离层闪烁。基于 GNSS 观测值构建的闪烁及

扰动表征指数主要分两类，一类基于电离层闪烁

监 测 接 收 机（ionospheric scintillation monitoring 
receiver，ISMR）50~100 Hz 高频采样数据获取，

典型指标包括幅度闪烁指数 S4 和相位闪烁指数

σφ，另一类基于测地型 GNSS 接收机 1~30 s 采样

数据获取，典型指标包括信噪比变化计算的 S4c、
以及基于 TEC 变化构建的变化率指数（rate of 
TEC index，ROTI）、IROTI等［17-19］。相较于 ISMR，

测地型 GNSS 接收机具有站点分布广、连续观测

时间长和历史数据丰富等优势，可为区域乃至全

球尺度的电离层闪烁与扰动监测提供更为广泛

的数据基础。

总体而言，传统 GNSS 大气效应研究已形成

从传播延迟提取、站点参数估计到区域二维建模

和三维结构反演的较完整方法体系。然而，经验

模型、映射函数、空间插值和层析方法较好地满

足常规条件下的大气参数获取与误差改正需求，

但对复杂时空变化的适应能力仍然有限。固定

经验关系难以充分刻画复杂地形、强水汽变化以

及低纬电离层异常、磁暴等条件下的局地与快速

变化特征；空间插值结果在较大程度上受站网密

度与空间分布制约；三维反演则受射线覆盖不足

和观测方程欠定影响，通常依赖先验信息和附加

约束。随着 GNSS 观测以及气象、空间环境等多

源数据持续积累，如何充分挖掘多源数据之间复

杂的非线性关系及其时空变化特征，已成为提升

GNSS 大气效应建模与预测能力的关键问题，也

为 AI 方法引入 GNSS 大气效应研究提供重要需

求和发展动力。

1.2　AI驱动 GNSS大气效应研究的适用性

针对传统 GNSS 大气效应建模与反演方法

在复杂非线性关系表达、局地变化刻画及快速时

空演化描述方面的不足，AI 方法为进一步提升建

模与预测能力提供了新的技术途径。其核心在
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于利用 GNSS 观测、气象与空间环境等多源信

息，学习输入信息与大气效应参数之间的非线性

映射关系，从而实现大气效应参数估计、空间建

模、时序预测和三维结构反演等任务。由于不同

任务在数据类型、组织形式、时空尺度及目标输

出方面存在差异，相应 AI 模型在特征提取、时序

表征、空间建模和多源融合能力上具有不同的适

用性。基于此，本文从数据输入、模型方法和输

出结果 3 个方面对 AI 驱动的 GNSS 效应研究进

行归纳整理，整体研究框架如图 1 所示。

图 1 中，GIM（global ionospheric map）表示全

球电离层图；ERA5（the fifth generation ECMWF 
atmospheric reanalysis）表示第五代全球大气再分

析数据集；MLP（multilayer perceptron）表示多层感

知机；BP（back propagation）表示反向传播；ANN
（artificial neural network）表示人工神经网络；SVM
（support vector machine）表 示 支 持 向 量 机 ；RF
（random forest）表示随机森林；XGBoost(extreme 
gradient boosting) 表 示 极 端 梯 度 提 升 ; CNN(con⁃
volutional neural network)表示卷积神经网络；GAN
（generative adversarial network）表示生成对抗网络；

GNN（graph neural network）表 示 图 神 经 网 络 ；

ANNIM⁃3D（a new artificial neural network⁃based 
global three⁃dimensional ionospheric Model）表示基

于人工神经网络的新型全球三维电离层模型；

RMTNN（residual minimization training neural 
network）表示残差最小化训练神经网络；XGB⁃CIT
（XGBoost-based computerized ionospheric tomog⁃
raphy）表示基于 XGBoost 的电离层层析模型；

LSTM（long short-term memory）表示长短时记忆

网络；GRU（gated recurrent unit）表示门控循环单

元；ConvLSTM（convolutional LSTM）表示卷积长

短时记忆网络。

在数据输入方面，AI 驱动的 GNSS 大气效应

研究主要利用地基 GNSS 观测及其反演参数、

GNSS 掩星、地形和地面气象资料、太阳 -地磁活

动指数，以及数值天气模型、再分析资料和经验

模型产品等多源数据。根据不同研究任务及其

时空尺度需求，输入数据可进一步组织为结构化

特征、时间序列、规则格网和离散测站数据等形

式。其中，大气参数估计通常以位置、时间、气象

要素及太阳 -地磁活动指数等结构化特征作为输

入；空间建模主要融合多测站大气参数、二维格

网及地形、气象等资料；时序预测则主要利用历

史参数序列或连续格网数据，以精细刻画大气参

数的时空演变特征；三维反演进一步引入 STD/
SWD、STEC 等斜路径观测及卫星 -接收机传播

几何信息，以建立观测路径与三维大气结构直接

的映射关系。

在模型方法方面，不同AI模型对数据组织形式

和研究任务具有不同的适用性。对于位置、时间、

气象要素、太阳 -地磁活动等结构化特征与 ZTD、

ZWD、PWV和TEC之间的复杂非线性映射，ANN、

SVM、RF和 XGBoost等方法具有较好适用性［20-23］，

常用于大气参数估计及经验模型的残差修正。对

于规则二维格网数据，CNN可有效提取局地空间特

图 1　GNSS 大气效应研究中 AI方法的输入数据、方法体系与输出产品

Fig.  1　Inputs, Methodological Framework, and Output Products of AI Methods in GNSS Atmospheric Effects Research
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征，U-Net通过编码-解码结构和多尺度特征融合增

强空间细节表征与恢复能力，GAN则可用于缺测补

全、多源产品融合和格网参数精化建模［24-26］。对于

空间离散分布的GNSS测站，GNN可依据测站位置

或邻接关系等构建图结构［27］，从而学习站点间的空

间关联特征。对于时间序列预测，LSTM 和 GRU
主要用于提取大气参数的时间依赖和演化特征，

Transformer更适用于长序列依赖及多变量耦合关

系建模［28-30］；当研究对象同时具有显著的空间分布

和时间变化特征时，ConvLSTM 等模型可联合提取

时空信息，实现大气参数时空变化协同建模［31］。对

于三维水汽和电子密度反演，单纯建立输入观测与

三维大气参数之间的数据统计映射，难以充分利用

GNSS传播观测蕴含的物理约束信息。因此，将 AI
方法与大气物理过程和传播机理相结合，已成为提

升反演一致性和可靠性的重要方向。典型方式包

括利用残差学习对经验模型或数值模式结果进行

修正，将 STD/SWD 与湿折射率、STEC 与电子密

度之间的路径积分关系作为物理约束引入损失函

数，以及将参数转换关系和信号传播机理嵌入网路

结构［32］。进一步基于连续函数表示、隐式神经算子

等方法，可通过时空坐标及环境变量表征连续大气

状态，为三维水汽和电子密度结构重建提供新方式［33］。

在输出形式方面，上述 AI方法可根据不同研

究任务获得 ZTD、ZWD、PWV、TEC 和闪烁指数

等测站参数、区域或全球二维格网产品、不同预

报时效的大气参数预测结果，以及三维水汽密

度、湿折射率和电子密度等。由此可见，AI 模型

的选择与输入数据的组织形式和目标输出密切

相关：结构化特征适用于参数回归估计，规则格

网适用于卷积网络和生成式模型，离散测站数据

适用于 GNN，时间序列数据适用于 LSTM、GRU
和 Transformer等时序模型，而三维大气状态反演

则需要能够表征空间连续性及 GNSS 信号传播

几何关系的模型。在此基础上，可根据具体任务

需求，将背景模型、参数关系、状态演化规律及传

播积分关系等物理信息，通过残差学习、物理约

束损失或模型结构嵌入等方式与 AI结合，增强模

型输出的物理一致性，并提升其在复杂环境和强

扰动条件下的泛化能力。

2　AI驱动的GNSS大气效应建模研究

进展

2.1　对流层延迟建模与水汽反演

Saastamoinen、UNB3m 和 GPT 系列模型能

够快速计算对流层延迟，但其固定函数和经验参

数对复杂地形、区域气候差异及短时水汽变化的

适应力有限，建模精度仍有提升空间。为此，研

究者开始利用 AI 方法学习时空位置与对流层延

迟之间复杂的非线性关系，以提高区域建模精

度［34］。文献［35］以测站经纬度和高程为输入，采

用改进 BP 神经网络构建区域精密ZTD模型，其拟

合和预测均方根误差（root mean square error，
RMSE）分别为 7.83 mm 和 8.52 mm，相较四参数

模型分别降低 56.6% 和 48.7%。该类方法直接

建立测站时空特征与 ZTD 之间的映射关系，能够

减弱对固定函数形式和经验参数的依赖，但模型

性能仍较大程度受训练数据空间覆盖范围和样

本代表性的制约。考虑到传统经验模型能够提

供相对稳定的对流层延迟背景值，研究者进一步

采用 AI学习经验模型与 GNSS 观测之间的残差，

通过背景模型+数据驱动修正的方式提高 ZTD
建模精度。文献［36］利用 RF 学习第三代全球气

压 气 温 模 型（global pressure and temperature 3，
GPT3）模型与 GNSS 测站 ZTD 之间的残差，构

建 RGPT3 模型，将经验模型的先验表征能力与

数据驱动误差修正相结合，有效增强了模型的区

域适用性。然而，输入信息主要限于位置和时间

信息时，模型表现更侧重于描述对流层延迟的空

间分布及周期性变化，对短时天气扰动的响应仍

然有限。为增强模型对实际大气状态变化的感

知能力，温度、气压和水汽压等气象要素进一步

被引入 AI 对流层参数建模［37］。文献［38］采用径

向基函数神经网络对 ERA5、实测气象资料气象、

电离层和气候星座观测系统（constellation obser⁃
vation system for meteorology，ionosphere and cli⁃
mate，COSMIC）数据计算的 ZTD 进行修正，结果

表明该方法能够提高 ZTD 建模精度，且在测站分

布密集区域改善效果更为明显。文献［39］综合

地表温度、水汽压、位置和时间等信息构建机器

学习全球 ZWD 模型，与探空和 GNSS 掩星资料

比较，误差较 Saastamoinen 模型降低约 21.8%~
23.8%。总体而言，相关研究推动 ZTD/ZWD 建

模由基于时空经验关系的参数化描述向融合气

象状态信息的数据驱动建模发展，提高了模型的

复杂非线性表征能力，但其性能仍受到训练样本

覆盖、输入资料质量和区域气候差异等因素的

影响。

斜路径延迟建模方面，传统方法通常利用映

射函数和水平梯度将天顶延迟转换为斜路径延
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迟，但在低高度角及水汽水平分布不均匀条件

下，固定映射函数和有限梯度参数难以充分刻画

不同传播方向上的延迟差异。针对传统映射函

数对区域及实时大气变化适应性不足的问题，相

关研究首先将 AI 用于映射函数构建及其参数确

定，文献［40］以年积日、经纬度和地面气压等为

输入，采用 ANN 构建映射函数，其干、湿分量平

均偏差分别为 32 mm 和 4.5 mm，低于 Vienna 映

射函数的 46 mm 和 5.4 mm。文献［41］进一步以

历史 VMF3 站点产品为训练样本，利用 XGBoost
估计干、湿映射系数，站点验证精度优于 NMF、

GMF 和 GPT3 等传统模型；引入气象参数后，其

精度进一步接近 VMF3-FC，可在 VMF3-FC 产品

不可用时提供映射系数估计。在此基础上，研究

者关注对流层水平非均匀性及方向相关延迟的

精细表征。针对有限水平梯度参数难以描述复

杂方位结构的问题，文献［42］利用 Pangu-Weather、
GraphCast 和 FengWu 等气象模型的多层气象场

积 分 计 算 ZTD 及 南 北 、东 西 水 平 梯 度 ，其 中

GraphCast 和 FengWu 获得的梯度结果整体优于

VMF3-FC 产品。文献［43］采用带有外部输入的

非 线 性 自 回 归（nonlinear auto-regressive model 
with exogenous inputs，NARX）神经网络结合各

向异性分类构建斜路径延迟（slant path delay， 
SPD）格网预测模型，直接预测不同方位的斜路

径延迟，增强了对水平非均匀变化的刻画能力。

随着研究对象由映射系数和水平梯度等中间参

数逐步向观测路径延迟拓展，AI 方法开始用于直

接估计逐星斜路径湿延迟。文献［44］提出混合

机器学习 MSWD 模型，将斜向映射关系嵌入机

器学习框架，并融合温度和水汽压等气象参数直

接估计逐星 SWD，使模型能够同时利用传播几

何和实际气象状态信息。总体来看，AI 驱动的斜

路径延迟建模正由映射系数和水平梯度参数优

化，逐步发展为面向信号传播方向的斜路径延迟

直接估计，为复杂水汽分布条件下的精细方向建

模提供了新途径。

从区域尺度建模角度，空间大气参数估计还

需进一步获取测站间及无测站区域的大气参数

连续分布。传统 IDW、Kriging 和样条插值等方法

主要依据测站空间距离及局部相关性进行参数

扩展，其结果易受站网密度和空间分布影响，在

复杂地形及水汽梯度显著区域难以充分刻画精

细空间变化。为此，AI 方法通过融合位置、高程、

气象条件及空间邻域等信息，学习离散测站参数

与区域大气场之间的非线性空间关系，文献［45］
将地理 CNN 加权回归与张量样条函数结合，提

出 GCNNWR-TSF 模 型 ，其 RMSE 较 IDW 和

Kriging 方 法 分 别 降 低 75.4% 和 73.5%。 文 献

［46］采用最小二乘支持向量机融合位置、高程和

温度等信息估计任意位置积分水汽（integrated 
water vapor，IWV），使区域尺度参数估计由单纯

依赖测站距离关系拓展为综合考虑地形和气象

条件。在 GNSS 站网较为稀疏的区域，仅依赖测

站间空间关系仍难充分约束无测站区域的大气状

态，因此研究进一步引入数值天气预报（numerical 
weather prediction，NWP）、再分析资料和卫星遥

感等具有连续空间覆盖的数据，通过偏差修正与

多 源 融 合 增 强 区 域 建 模 能 力 。 文 献［47］以

GNSS-PWV 为 基 准 对 中 分 辨 率 成 像 光 谱 仪

（moderate resolution imaging spectroradiometer，
MODIS）和 ERA5 进行偏差均一化处理并构建融

合产品，其误差较原 MODIS 和 ERA5 产品分别

降低 37.1% 和 15.8%；文献［48］利用 GNSS 观测

校正全球预报系统（global forecast system，GFS）
预报 ZTD 的空间偏差，为区域实时对流层延迟改

正提供支持；文献［49］融合全球 GNSS-ZWD 和

ERA5 多气压层比湿信息训练 XGBoost 模型，实

现任意位置 ZWD 估计。上述研究表明，区域尺

度 AI建模正由离散测站的空间插值，逐步向融合

地形、气象及连续背景场的多源数据驱动建模发

展。GNSS 观测可提供高精度站点约束，NWP、

再分析和遥感资料则用于补充区域连续背景，AI
方法能够进一步学习二者之间复杂的非线性空

间关系。但需要注意，输出格网分辨率的提高并

不等同于真实空间信息的同步增加，尤其在观测

稀疏区域，模型结果仍可能较大程度依赖背景资

料。因此，区域模型的空间泛化能力及无测站区

域可靠性仍需通过独立测站、跨区域及不同气候

条件下的独立检验进行验证评估。

除水平空间差异外，对流层延迟还具有显著

的垂向变化特征，因此区域建模需要进一步考虑

不同高程的延迟变化。传统垂向改正函数通常

采用固定经验关系，难以充分适应不同高度层大

气状态与区域差异。针对这一问题，文献［50］以

ERA5 生成的全球 ZHD/ZWD 垂向剖面为训练数

据 ，采 用 深 度 神 经 网 络（deep neural networks，
DNN）学习 EXP3 模型的残余误差，在 0~14 km
高度范围内将 ZHD 和 ZWD 平均 RMSE 分别降

至 0.4 mm 和 0.8 mm，较 EXP3 模 型 分 别 降 低
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63% 和 36%。该研究表明，在经验模型已能够表

征对流层延迟主要垂向变化的基础上，利用 DNN
对其系统残差进行学习与修正，可保留原有物理

关系的同时进一步提升不同高度层的建模精度，

避免直接采用复杂网络学习完整物理关系。

在可降水量 PWV 反演方面，传统 GNSS-

PWV 反演通常需要获取大气加权平均温度建立

转换关系，实现从湿延迟 ZWD 到 PWV 的转换计

算，因而一定程度上依赖气象观测及其模型精

度。为减少对气象参数和中间转换的影响，相关

研究利用 AI直接学习 GNSS 对流层延迟与 PWV
之间的非线性映射关系，文献［51］采用堆叠集成

机器学习构建 ZTD 到 PWV 的直接映射模型，经

ERA5 和无线电探空资料验证，其 PWV 反演精度

较 GPT3 经验模型的分别提高 28.1% 和 22.2%。

文献［52］进一步采用深度神经网络，在缺少实测

气象参数的条件下直接估计 PWV，并在台风“山

竹”期间与 ERA5-PWV 具有较高一致性，相关系

数达到 0.96。然而，ZTD 与 PWV 之间并非固定

的统计映射关系，其转换受到区域气候、季节变

化和气象状态等因素影响，因此模型在特定数据

集上获得的较高精度并不必然代表其具有稳定

的跨区域泛化能力，尤其在强对流、台风等复杂

天气条件下仍需要进一步验证。此外，AI 模型的

训练标签通常来源于传统 GNSS-PWV、探空、再

分析资料或微波辐射计等参考数据，其自身误差

和系统偏差可能被模型学习并传递至输出结果。

总 体 而 言 ，AI 直 接 反 演 PWV 能 够 减 少 传 统

“ZTD—ZWD—转换系数—PWV”的参数转换环

节，降低对部分气象参数和经验关系的依赖，但

其可靠性仍受训练数据覆盖和参考标签质量的

制约。现阶段，更适合作为传统 GNSS-PWV 反

演的有益补充，其跨区域及复杂天气条件下的适

用性仍需通过独立观测进一步检验。

在 GNSS三维水汽反演方面，水汽层析利用多

站多星斜路径延迟信息反演三维湿折射率或水汽

密度，可突破 ZTD、ZWD 和 PWV 等垂向积分参数

的限制，获取具有垂向分层特征的三维水汽结构。

然而，受 GNSS 射线空间分布不均、部分体素缺乏

有效射线穿刺等因素影响，层析观测方程存在病态

或欠定问题，初始背景场和边界约束对反演精度和

稳定性具有重要影响。针对固定初始场和经验约

束难以适应水汽时空变化的问题，AI首先被用于优

化层析先验信息。文献［53］采用 BP神经网络学习

时间、高度与水汽密度之间的非线性关系，并将估

计的水汽密度作为层析初始场，使其能够随时间和

高度动态变化，更好地表征不同时段的水汽垂向分

布。文献［54］进一步融合 ERA5和地面气象数据，

构建 BP-ANN四维水汽密度模型，为不同历元生成

自适应垂向约束，改善固定垂向约束难以反映水汽

结构动态变化的问题。文献［55］利用 ANN 直接估

计区域湿折射率，并与传统体素层析结果进行比

较，在独立测试站上，相关系数由 0.886 3 提高至

0.900 6，平均RMSE由0.71 mm/km降至0.63 mm/km，

相对误差由 19.7% 降至 15.4%。上述方法主要通

过改善初始场和约束条件提高层析反演性能，但并

未增加真实传播路径观测。针对有效射线利用不

足以及空体素缺乏直接观测约束的问题，相关研究

进一步将 AI用于射线信息补充与传播路径建模。

文献［56-57］利用神经网络估计侧向穿越区域的延

迟，或生成穿越空体素的虚拟信号，以改善层析域

内的有效射线覆盖和观测方程结构。与此同时，研

究开始由层析过程优化向反演结果精细化拓展。

文献［58］则将 GNSS 层析结果与高分辨率气象场

结合，利用可解释深度学习开展湿折射率降尺度重

建，进一步增强三维水汽场的空间连续性和局地精

细结构表征能力。总体而言，AI在 GNSS水汽层析

中的应用已由初始场和垂向约束优化，逐步拓展至

射线信息利用和三维反演结果精化。需要指出的

是，神经网络生成的虚拟射线、路径延迟和降尺度

结果本质上仍属于模型推演结果，不能等同于新增

的独立物理观测。因此，其带来的空间或垂向分辨

率提升需要与真实信息增量加以区分，并结合实际

SWD 观测、独立探空剖面及未参与建模的 GNSS
数据，对三维水汽反演精度和可靠性进行检验。

2.2　电离层参数建模与扰动表征

传统电离层改正模型对低纬电离层异常、局地

TEC梯度和磁暴期间的 TEC快速变化等复杂扰动

过程表征能力有限，从而制约其改正精度。早期相

关研究应用 AI方法提高卫星-接收机传播路径上的

TEC 估计能力，利用区域 GNSS 观测以及太阳-地

磁活动信息开展数据驱动建模。文献［59］基于区

域双频 GNSS站网观测数据训练神经网络，估计结

果为区域内GNSS单频用户提供电离层延迟改正。

文献［60］提出 IONONet，以历史 GIM-VTEC 为训

练样本，将经纬度、时间以及 F10.7和 Kp等作为输

入信息，利用全连接神经网络估计目标位置和时刻

的 VTEC。上述研究表明，AI驱动方法能够综合利

用时空位置与太阳-地磁环境信息，学习 TEC 随时

间、空间及外部驱动因素变化的非线性关系，提高
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区域 TEC 建模能力。

当电离层参数建模由单站 TEC 扩展至区域

和全球二维 TEC 分布时，主要面临经验模型区域

偏差、地面观测空间分布不均、格网数据缺测以

及多源 TEC 产品误差不一致等问题。针对传统

IRI 经验模型难以准确表征区域 TEC 变化的问

题 ，文 献［61］利 用 机 器 学 习 方 法 学 习 IRI 与

GNSS 观测之间的偏差，在高、低太阳活动期分别

将 RMSE 由 18.7 TECU 降至 13.3 TECU、由 9.7 
TECU 降至 7.3 TECU，表明数据驱动残差修正

能够改善经验模型对区域电离层变化的描述。

随着研究由测站参数估计向二维空间场建模拓

展，AI 进一步用于 TEC 格网缺测恢复与空间信

息补全，文献［62-63］采用深度学习方法恢复缺失

区域数据，使 AI应用由测站参数估计拓展至二维

空间结构构建。针对海洋和稀疏区域观测不足

的问题，文献［64］采用 RFGAN 融合 MIT-TEC、

IGS-TEC 和卫星测高 TEC，利用不同观数据源

在空间覆盖上的互补性改善全球 TEC。文献

［65］则利用深度学习方法学习不同分析中心的

GIM 产品相对于参考 TEC 的误差特征，构建组

合 GIM 产品，通过多源产品综合减小单一产品的

系统误差。上述研究分别从经验模型修正、格网

缺测重建和多源产品融合等方面提升了 TEC 二

维空间建模能力，但缺测补全和产品融合得到的

新增格点本质上基于已有观测和产品的模型推

理，并不等同于新增独立观测，其真实性仍需利

用独立观测资料进行验证。在此基础上，AI 方法

进一步用于实时 GIM 产品精化，以缩小实时产品

与最终高精度产品之间的差异。文献［66］采用

U-Net 和 cGAN 学习实时 GIM 与最终 GIM 之间

的系统差异，使 IGS 实时产品的平均绝对误差

（mean absolute error，MAE）由 3.6 TECU 降 至

2.3 TECU，当 VTEC 超过 80 TECU 时，MAE 降

幅接近 50%。文献［67］进一步构建 TEC 与太阳-

地磁指数双编码器，增强磁暴期间和观测稀疏区

域的特征提取能力。

二维 TEC 是电子密度沿传播方向或垂直方向

的积分量，难以直接表征电子密度随高度的精细变

化。IRI、NeQuick和 Chapman等传统模型虽可提供

电子密度剖面，但受固定经验关系和参数化表征形

式限制，对低纬电离层异常和扰动期间复杂三维结

构的刻画能力有限。对此，AI首先被用于融合历史

多源观测，直接建立时空位置、环境信息与电子密

度之间的非线性映射关系，增强三维电子密度建模

能力。文献［68］融合电离层测高、顶部TEC探测和

GNSS掩星数据构建 ANNIM-3D模型，能够较好表

征赤道电离异常和中高纬电子密度低值区，并与非

相干散射雷达和卫星原位观测具有较好的一致性。

文献［69］利用 COSMIC 电子密度剖面构建全球三

维模型，在平静电离层条件下，相比 IRI-2016模型，

NmF2估计精度提高约 10%~20%。后续研究进一

步融合 COSMIC、FY-3C、数字电离层测高仪及 IRI
先验等多源信息，增强低纬三维电子密度建模能

力［70-71］。上述方法主要对历史多源观测数据进行学

习训练，构建三维电子密度经验模型，可直接获得

连续的电子密度空间分布，突破传统参数化模型在

复杂非线性关系表达方面的限制。然而，此类模型

依赖历史数据，未引入当前历元实测的传播路径观

测STEC，其对实时三维电离层状态、尤其是快速扰

动过程的直接约束仍有限。相比之下，GNSS 电离

层层析利用当前多站多星 STEC 观测及传播几何

构建路径积分方程，可直接反演当前的三维电子密

度场。但传统 ART、MART和 SIRT等层析方法受

射线空间分布稀疏及观测方程欠定等影响，其反演

结果对初始场和附加约束较为敏感［72］。为此，AI被
引入具有 STEC 观测约束的三维电子密度反演过

程，文献［73］较早提出 RMTNN 模型，将 STEC 积

分残差用于网络训练，并融合电离层测高数据进行

垂向约束；文献［74］进一步结合 RMTNN和小波神

经网络，提高电离层层析反演的稳定性。另一类方

法保留传统层析方法求解框架，利用历史层析结果

或COSMIC/COSMIC-2剖面训练更精细的初始场，

如 XGB-CIT及相关神经网络初始场模型［75-76］，通过

改善初值增强三维电子密度模型。总体来看，AI驱
动的三维电子密度建模主要形成了两类技术路径：

一类是利用历史多源观测直接学习三维电子密度

的时空分布规律，构建数据驱动的三维经验模型；

另一类将 AI方法嵌入 GNSS-STEC 约束的电离层

层析框架，用于改进初始场、垂向约束及非线性求

解过程。前者具有较强的连续空间表达能力，但对

当前历元电离层状态的约束取决于实时输入信息；

后者能够利用实际 STEC 传播路径观测约束当前

三维状态，但其反演能力仍受到真实射线数量与空

间几何分布的限制。

除电离层延迟和电子密度建模外，小尺度电离

层不规则体引起的信号闪烁则涉及对 GNSS 信号

幅度和相位扰动的精细表征问题。GNSS专用 ISMR
利用高采样率信号强度和载波相位计算标准 S4和

σφ，但受设备成本和站点数量限制，空间覆盖相对有
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限。普通测地型接收机数量多、分布广，利用其输

出的C/N0和载波相位等观测值构建S4c和ROTI等
指数，但易受到数据采样率、内部滤波、多路径效应

和低高度角噪声等因素影响，难以直接等同于 ISMR
获得的标准闪烁指数。为充分利用测地型接收机

广泛覆盖优势，相关研究引入AI综合多类GNSS观

测特征，开展闪烁事件识别和指数构建。文献［77］
利用决策树综合多类信号特征识别闪烁事件，文献

［78］综合普通接收机 S4c、卫星高度角和信号状态

等信息识别电离层振幅闪烁。随后，AI应用由离散

闪烁事件识别拓展至连续相位闪烁指数估计，文献

［79］利用 1 Hz 采样的 GNSS 观测构建 ResNet-
SMOGN 模型估计极区相位闪烁指数，结果表明该

模型能够较好反映相位闪烁的变化。需要指出的

是，闪烁事件识别与连续指数估计具有不同的研究

目标：前者主要判断闪烁是否发生或识别其强弱等

级，而后者需要准确预测逐星S4或S4随时间的变化。

因此，较高的事件分类准确率并不意味着模型能够

获得可靠的连续闪烁指数。同时，不同品牌测地型

接收机的信号跟踪方式和 C/N0输出等方面不尽相

同，构建的闪烁指数易受多路径和低高度角噪声影

响。后续研究需依托长期并址的 ISMR 观测，对普

通测地型接收机构建的闪烁指数与标准 S4和 σφ 进

行对比验证，并进一步考察不同接收机类型、不同

区域和独立时段下的适用性。此外，还需分析所构

建指数与 C/N0下降、周跳、失锁及定位误差之间的

关系，以检验其对实际闪烁影响的表征效果。

2.3　小结

AI驱动的 GNSS 大气效应建模研究由早期的

站点参数估计和经验模型修正，拓展至区域空间建

模、逐星传播延迟估计以及三维电子密度和水汽结

构反演，提升了复杂环境下对流层和电离层参数的

建模精度和时空变化表征能力。然而，现有方法仍

受到训练标签与参考产品误差、多源真实观测覆盖

不均，以及三维反演中传播路径数量不足和空间几

何约束不足等因素制约，在复杂区域、观测稀疏区

及强扰动条件下的稳定性、泛化能力和物理可解释

性仍有待进一步提升。表 1对现有代表性研究、主

要方法及其存在的不足进行了归纳和总结。

3　AI驱动的GNSS大气效应预测研究

进展

3.1　GNSS大气水汽关键参数时序预测

大气水汽相关参数具有明显的日变化和季节

变化特征，其中 ZHD 主要受气压影响，时间变化相

对平稳，而ZWD和PWV对大气水汽变化更为敏感，

在锋面、台风和强对流等天气过程中可表现出短时

快变。传统周期函数和自回归方法主要利用参数

自身的周期性与时间连续性进行短临预测，但对非

线性水汽变化的表征能力有限，且随着预报时效延

长容易产生误差累积。AI能够从长期历史序列中

学习周期变化和短时波动特征，因此较早被用于对

流层关键参数的时间序列预测。早期研究主要采

用 BP、LSTM 等模型方法，从历史观测序列外推未

来状态［80-81］。其中，文献［82］以周期模型与 GNSS
站点ZTD之间的残差作为学习对象，并采用LSTM
进行预测，其 ZTD 预报误差约为 1.0 cm，分别低于

Hopfield、BPNN、BP-Hopf和周期模型的 8.4、6.3、
11.1和 5.0 cm，表明残差学习能够在保留周期背景

变化的基础上进一步刻画非线性时间变化。随着

预报时效和序列长度增加，Transformer、Informer框
架被进一步引入［83-84］，文献［85］采用多变量长序列

深度学习框架联合预测 ZTD、ZHD、ZWD和 PWV，

通过学习不同参数之间的关联关系改善预测性能。

由此，对流层关键参数预测由单站、单变量历史外

推，逐步发展为长序列和多参数建模，提高了对周

期变化及复杂时间依赖关系的表征能力。

仅依赖历史观测进行预测时，模型主要根据参

数自身的时间演化规律外推未来状态，对未来气象

条件变化的直接感知利用不足。因此，为增强模型

对未来大气状态的约束，相关研究开始将数值天气

预报和卫星气象资料等引入大气水汽参数预报。

文献［86］构建 TropNet模型，将 GOES-R、GFS 预

报气象场、地形信息和 GNSS-ZWD 输入 ConvL⁃
STM，实现区域短时ZWD预测，RMSE低于11 mm，

整体优于 GFS 模式预报结果。文献［87］以全球

GNSS-ZWD 为监督数据，融合位置、时间和分层比

湿特征，采用 XGBoost 构建了 ZWDX 模型，并以

HRES预报比湿作为业务预测输入，实现 0~48 h全

球 ZWD 预测。上述研究表明，引入预报气象场能

够将未来大气状态信息显式纳入数据驱动模型，解

决单纯依赖历史序列外推对天气演变响应不足的

问题。随着 Pangu-Weather、GraphCast、FengWu 和

FuXi等数据驱动天气模型的发展，高时空分辨率AI
天气预报场可为中期对流层参数预测提供新的气

象资料支撑［42］。

总体来看，对流层参数预测正在由基于历史

观测的时间序列外推，逐步发展为融合未来气象

状态信息的多源驱动预测，使模型不仅能够学习

参数自身的时间依赖关系与周期变化，还可利用
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预报气象场表征未来天气系统的演变。历史序列

驱动方法主要依赖参数自身的时间连续性，适用于

短时变化预测；融合 NWP或 AI天气预报场的方法

则能够引入未来温度、气压和水汽等大气状态信息，

为延长预测时效和增强复杂天气响应能力提供支

撑。随着未来气象信息的引入，影响预测性能的关

键因素已由网络结构本身扩展至预报气象场误差、

传播延迟转换误差及业务初始场差异等。

3.2　电离层 TEC与闪烁指数预测

电离层 TEC 具有明显的日变化、季节变化和

太阳活动周期特征，在平静条件下相邻时刻之间

具有较强的相关性，而在磁暴等扰动期间，受到

电场、热层风及大气成分变化等因素影响，TEC
可在短时间内出现明显增强或减弱，并表现出明

显的纬度差异。因此，TEC 预测的研究重点由平

静条件下的周期性外推，逐步转向区域时空演化

和强扰动过程响应。早期研究主要采用 ANN、

LSTM 和 GRU 等模型，融合单站历史 TEC 及太

阳-地磁活动参数预测未来 TEC［88-90］，此类方法能

够学习单站 TEC 的时间依赖及外部驱动关系，适

用于短时序列预测，但难以直接描述 TEC 异常结

构的空间变化。文献［91］采用 ConvLSTM 联合学

习全球 TEC 图的时空分布与演化，实现 0~24 h 
TEC 预测，RMSE 为 1.88 TECU，整体优于欧洲

定轨中心（Center for Orbit Determination in Eu⁃
rope，CODE）发布的 1 d 预报产品。文献［92］采

用双向 LSTM 预测中国区域 TEC 图，通过学习

区域格网之间的时间联系描述 TEC 整体演化。

文献［93］进一步将 TEC 格网与太阳-地磁活动信

息联合输入 ConvLSTM，以增强磁暴期间 TEC
异常变化的表征能力。

当 TEC 预测由区域扩展至全球尺度时，规则

卷积所依赖的局部邻域关系难以充分描述跨纬

度及非局地空间耦合特征。针对这一问题，相关

研究开始引入图结构和长序列建模方法，以增强

全球 TEC 空间关联与时间演化的联合表征能力。

文献［94］将 GNN 与 Transformer 结合，利用图结

构刻画全球 TEC 格网点之间的空间关系，并通过

表 1　AI驱动的 GNSS大气效应建模研究进展

Table 1　Progress in AI-Driven GNSS Atmospheric Effect Modeling 

主要研究工作

站点对流层延迟

参数估计 [34-39]

区域二维对流层延迟

参数建模 [45-49]

对流层延迟垂向

变化建模 [50]

映射函数、梯度与斜路

径延迟建模 [40-44]

大气可降水量 PWV
反演 [51-52]

三维水汽层析 [53-58]

站点 TEC 参数

估计 [59-60]

二维 TEC
建模 [61-67]

三维电子密度建模与

层析 [68-76]

闪烁指数估计与事件

识别 [77-79]

传统模型自身局限

传统经验模型依赖预设参数化函数

和经验假设，难以充分表征真实大

气状态。

距离插值难以刻画复杂地形和局

地水汽变化；稀疏站网约束不足。

经验垂向函数难以适应不同高度

层大气状态变化。

固定映射和有限梯度难精细刻画

方位非对称延迟。

依赖大气加权平均温度 Tm；相关

误差易传递至 PWV 结果。

射线覆盖不足，部分体素缺乏直

接观测约束，依赖先验信息或正

则化约束。

难充分刻画低纬异常、局地梯度

及短时 TEC 变化。

存在系统偏差，观测分布不均且

格网缺测，多源产品误差特性不

一致。

难刻画复杂垂向结构，GNSS 射

线有限使三维反演过度依赖先验

约束。

专用监测站覆盖有限，普通接收

机指标受采样率、多路径及设备

差异影响。

AI驱动方法代表性研究

利用时空特征直接估计 ZTD/ZWD；学习

经验模型残差，引入气象要素等额外参数

增强对大气状态的刻画能力。

融合地形、气象和多源资料，增强区域空

间建模和无测站位置处参数估计精度。

基于气象再分析资料生成 ZHD/ZWD 剖

面学习经验模型垂向残差，提高不同高度

层改正精度。

动态估计映射参数，直接建立各向异性斜

路径延迟模型。

直接构建 ZTD 与 PWV 映射关系，降低对

气象参数的依赖性。

学习优化初始场和垂向约束，生成辅助路

径延迟或虚拟射线，并对层析结果进行降

尺度精化。

利用区域 GNSS 观测及太阳-地磁等时空

特征学习估计 VTEC。

开展经验模型偏差修正，缺测格网重建以

及多源 GIM 产品组合。

融合 GNSS 掩星与电离层测高等资料构

建三维模型；引入 STEC 积分约束或学习

初始场增强层析反演。

综合 C/N0、载波相位等特征识别闪烁事

件，并由事件分类拓展至连续相位闪烁指

数估计。

AI驱动方法仍存在的问题

精度较大程度依赖训练数据质

量与样本覆盖；跨区域泛化能力

和复杂场景适用性仍需验证。

测站稀疏区域可靠性及跨区域

泛化能力有待验证。

对参考剖面的重建精度不等同

于对真实大气状态的刻画精度。

逐星延迟易受气象资料、路径计

算和低高度角误差影响。

跨区域泛化能力和实际应用可

靠性有待验证。

生成约束不等于新增独立观测；

三维结构须由独立 SWD 或探空

资料检验。

标签误差易被继承，磁暴和区域

外泛化能力验证不足。

易继承参考产品误差；稀疏区

域、磁暴及不同太阳活动条件下

的可靠性需独立验证。

经验三维模型与 STEC 约束层

析需区分；反演能力仍受实际射

线数量及几何分布限制。

多数方法仍只能识别闪烁或简

单分级，连续 S4/σφ 恢复及定位

影响量化仍显不足。
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Transformer 学习其时间依赖关系，使 TEC 预测

由规则格网邻域建模拓展至全球时空关系表达。

文献［95］采用 ED-Autoformer 联合预测 Dst 指数

和全球 TEC，将太阳 -地磁扰动信息与 TEC 历史

序列共同用于 24 h 全球 TEC 预测。文献［96］融

合 历 史 TEC 及 太 阳 -地 磁 活 动 信 息 开 展 全 球

TEC 的日预测。上述研究推动全球 TEC 预测由

局地卷积建模向空间关联、长时间依赖和外部扰

动协同建模发展。然而，现有模型在磁暴主相及

较长预报时效下仍普遍出现明显的性能下降。

IonoBench 作为面向电离层时空预测的基准评估

框架，通过平衡不同太阳活动水平的数据划分，

并保留强磁暴事件开展专项测试，结果表明，多

种时空预测模型在扰动条件下均存在不同程度

的精度下降［97］。这说明全球 TEC 预测的主要瓶

颈不仅在于模型结构本身，还与强扰动样本稀

缺、不同太阳活动阶段的数据分布差异以及外部

驱动信息的可预报性密切相关。此外，使用 Dst、
Kp 和太阳风参数的模型还需区分事后实测值与

实际起报时的预报值，否则可能高估模型的真实

预测能力。

与 TEC 预测相比，电离层闪烁具有更强的区

域性、突发性和样本不平衡特征，其预测任务也

由连续参数预报扩展至事件分类、发生概率和扰

动强度预测。早期 AI 研究主要面向单站闪烁事

件开展分类预报。文献［98］采用 ANN 对磁赤道

地区电离层闪烁强度进行分类预测。文献［99］
基于 SVM 对高纬地区相位闪烁进行分类，表明

1~3 h 的电离层闪烁事件预报。文献［100］采用

XGBoost、LightGBM 和 CatBoost 预测巴西不同

磁纬地区未来一天的强闪烁事件，在不同太阳活

动条件下，预测的准确率约为 85%。这类研究将

闪烁监测由事后阈值识别拓展至提前分类，但输

出主要是发生概率或有限等级，不能直接给出闪

烁区域、持续时间和具体卫星风险。为获得闪烁

的空间分布和连续变化特征，后续研究由单站事

件判断拓展至区域电离层扰动预测。文献［101］
利用高纬 GNSS 站的 ROTI 构建区域电离层闪烁

图，并采用 ConvLSTM 实现最长 60 min 预测，且

能够描述磁暴期间不同预报时效下高纬 ROTI的
空间演化。文献［102］提出 ISNet 模型，将区域 S4

分解为背景和扰动成分，并考虑外部驱动特征，

实现低纬 S4 提前 1 h 的预测，能够表征强闪烁区

域的移动、减弱和消散过程，但对中强闪烁的强

度和影响范围仍存在一定高估。另有研究将 RF

与 LSTM 用于北极相位闪烁 0.5~3 h 预测［103］。

需要注意的是，ROTI、电离层不规则体分布与

S4/σφ 对应不同物理层次，不能简单相互等同。面

向 GNSS 应用，需将区域扰动预报转换为具体卫

星 -接收机传播路径上的风险。即使 ROTI 区域

预测准确，不同卫星的周跳和失锁风险仍受电离

层穿刺点、信号频点及接收机跟踪性能等影响。

由于强闪烁样本较少，闪烁预测的评价方法也应

与任务目标相匹配，分类模型不能仅报告总体准

确率，还应综合召回率、F1 值、虚警率和完整事件

命中情况；连续指数预测则应评价峰值误差、发

生时间、持续时间及预报提前量。

3.3　小结

AI 推动 GNSS 大气效应预测由单站历史序

列外推，逐步拓展至区域和全球尺度的时空预

测，并开始融合 NWP、AI 天气模型及太阳 -地磁

参数等信息，以增强对未来大气状态及扰动过程

的响应能力。对流层参数预测方面，研究已由

ZTD、ZWD 和 PWV 等参数的短时预测发展至多

参数、较长时效及多源数据驱动预测；电离层方

面，则由单站 TEC 时序预测发展至区域和全球

TEC、闪烁及不规则体预报。总体而言，现有 AI
方法在平稳条件下已表现出较好的预测能力，但

在较长预报时效及磁暴、强闪烁、台风和强对流

等快速演变过程中，仍存在误差累积、峰值削弱

和稳定性下降等问题。同时，模型训练与测试所

使用的输入信息还需与实际业务起报条件保持

一致，以避免因未来信息不可获得或数据分布差

异而高估预测性能。表 2 对相关研究问题、代表

性进展及现有不足进行了归纳总结。

4　AI驱动的GNSS大气效应应用研究

进展

4.1　大气延迟建模增强 GNSS定位

AI 生成的对流层和电离层产品可作为外部

改正信息增强 GNSS 定位，其中，对流层产品主

要提供 ZTD/ZWD 先验约束或逐星斜向延迟改

正，电离层产品主要用于单频 GNSS 定位电离层

延迟改正或作为电离层先验约束。在对流层产

品应用方面，AI方法估计或预测的 ZTD/ZWD 可

作为 PPP 初始化阶段的外部先验信息，减弱其与

位置等参数之间的相关性，提高定位收敛效率。

文献［82］将 LSTM 预测 ZTD 用于静态 PPP 解

算，相较于常规 PPP，采用 GPT2-ZTD 约束，夏、

秋和冬季 PPP 收敛时间分别缩短 4.8%、13.7%
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和 13.8%；采用 LSTM-ZTD 约束，对应降幅分别

达到 13.9%、22.6% 和 30.7%，表明 AI 方法获取

的预测 ZTD 能够进一步改善 PPP 初始化和收敛

性能。除天顶延迟先验约束外，AI 对流层产品的

应用已由 ZTD/ZWD 拓展到卫星传播方向的逐

星斜路径延迟改正。文献［104］采用遗传算法优

化的 LSTM 预测三维湿折射率场，再通过射线追

踪计算逐星斜路径延迟，并比较常规 PPP、直接

STD 改正和延迟残差补偿 3 种方案，结果表明，

残差补偿在部分极端天气条件下能够改善定位

性能，而直接采用外部 STD 改正并非始终优于常

规 PPP。由此可见，外部对流层产品能否改善定

位性能，不仅取决于产品本身的精度，还受到改

正方式、先验约束和定权策略等影响，因此，对 AI
大气产品的应用评价不能仅停留在延迟参数误

差层面，还需结合 PPP 收敛时间、定位精度及复

杂天气条件下的稳定性进行综合检验。

AI 电离层产品最直接的应用是为单频 GNSS
用户定位提供电离层延迟改正。文献［66］将机器

学习增强的实时 GIM 用于全球 19个测站的单频单

点定位（single point positioning，SPP），与原始实时

GIM 相比，增强后的 GIM 使多数测站的三维定位

误差降低，三维坐标 MAE 平均减少约 0.21 m，表

明实时 GIM 精度提高能够进一步改善单频 SPP 定

位性能。文献［65］利用多个 GIM 产品开展 300 个

测站的 GNSS SPP 实验，结果表明，70% 以上测站

的定位性能得以改善，进一步验证了多源 GIM 融

合在单频电离层改正中的应用潜力。除单频 SPP，

AI 电离层产品也开始应用于高精度 GNSS 定位，

文献［105］将机器学习电离层层析得到的三维电子

密度沿垂直方向积分得到 VTEC，并进一步生成格

网电离层产品用于非差非组合PPP。与采用CODE 
GIM 相比，其 PPP 定位精度和收敛性能平均分别

提高约 26% 和 28%，且改善幅度明显优于传统

IART 层析结果。

总体来看，AI 大气延迟产品已应用于 GNSS
定位，通过提供对流层 ZTD/ZWD 先验约束、逐

星斜路径延迟改正以及电离层 GIM 等外部改正

信息，改善了 PPP 的定位精度和收敛性能。然

而，大气参数产品精度的提高并不必然带来相同

程度的定位性能增益，其实际效果还受到产品误

差、用户空间位置、卫星高度角、定权策略，以及

复杂天气和电离层扰动等因素共同影响。因此，

面 向 PPP 实 时 动 态（PPP-real-time kinematic，
PPP-RTK）等更高精度应用，还需重点检验 AI
大气延迟改正产品在区域外推和强扰动条件

下的精度与可靠性，并通过定位精度、收敛时间

和模糊度固定率等指标综合评价其实际应用

效果。

4.2　GNSS水汽增强的强降水短临预报

在强降雨短临预报中，传统方法通常使用数

值天气模式进行预报，数值天气模式在中长期尺

度降水预报中表现良好，但在 0~6 h 短临尺度上，

局地对流预报易受初始场误差和模式分辨率限

制，高分辨率计算也制约了高频更新。相比之

下，雷达外推依据历史回波运动快速预测降水分

布，具有计算效率高、实时性强的优势，然而，该

方法通常基于降水系统在短时间内保持近似平

移或弱演变状态的假设，难以充分描述水汽输

送、垂直运动及对流生消等物理过程，因此在强

对流快速生成或消散条件下，预报性能往往随时

效延长而下降严重。

GNSS-PWV 和 ZTD 的时空变化能够反映大

气水汽含量及其演变特征，与天气雷达提供的降

水回波空间结构及演变信息具有较强互补性。

传统雷达外推主要依据历史回波运动预测未来

降水，当水汽输送、对流新生和消散明显时，单纯

延续历史回波容易产生较大预报误差。相关研

究开始利用 AI 融合 GNSS 水汽信息与雷达观测

开展强降水短临预报，文献［106］将 GNSS-PWV

表 2　人工智能驱动的 GNSS大气效应预测研究进展

Table 2　Progress in AI-Driven GNSS Atmospheric Effect Forecasting 

主要研究工作

大气水汽关

键参数时序

预测 [42, 80-87]

电离层 TEC
预测 [88-97]

电离层闪烁与

扰动预测 [98-103]

传统方法自身局限

周期与自回归模型难刻画突发

水汽变化，多步误差易累积。

单站外推和局地卷积难刻画全

球传播、扰动时滞与磁暴演化。

固定阈值主要用于事后识别，

难刻画区域扰动演化。

需解决的关键问题

如何融合历史序列与未来气象

状态，实现稳定的多时效预报

如何实现多时效全球 TEC 预

报并提升磁暴泛化

如何预测起止时刻、传播路径

强度及失锁风险

AI方法代表性研究

由单站历史外推发展为多

变量协同预测及 NWP/AI
天气模型驱动

由单站序列拓展至区域/全
球 TEC 时空联合预测

由单站事件分类拓展到区

域 ROTI和连续 S4/σφ 预测

AI方法仍存在的问题

长时效误差累积与峰值

平滑仍明显，业务初始场

及误差来源需区分

磁暴样本不足，易时间泄

漏，强扰动泛化能力不足

ROTI、S4和 σφ 物理层次

不同，独立事件验证不足
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与雷达回波联合输入深度学习模型，改善中国香

港 地 区 二 维 降 水 短 临 预 报 。 文 献［107］提 出

GRENet 模型，将 GNSS-ZTD 及其时间变化构造

成水汽先验信息，用于约束生成式雷达回波外

推。相较仅使用雷达信息的模型，新模型能更好

地获取强降水中心的位置和范围。文献［108］进

一步融合雷达定量降水估计、GOES-16 卫星水汽

信息和 GNSS-ZTD，使 GNSS 水汽的作用由附加

输入变量拓展至多源水汽条件约束。相关研究

说明采用 AI 方法融合 GNSS 水汽具有改善降水

短 临 预 报 的 潜 力 ，但 后 续 仍 需 要 雷 达 、雷 达

+GNSS 以及雷达+GNSS+其他辅助资料等严

格消融试验，定量分离 GNSS 水汽信息的独立贡

献，并进一步检验其在不同天气类型、不同区域

和不同预报时效下的稳定增益。

4.3　小结

增强 GNSS 定位和强降水短临预报是 AI 驱
动的 GNSS 大气效应应用的重要方向。目前，AI
方法计算的 TEC、ZTD/ZWD 及逐星延迟等产品

已 用 于 SPP 定 位 改 正 和 PPP 定 位 先 验 约 束 ，

GNSS 水汽信息也开始与雷达、卫星等多源资料

结合，用于强降水短临预报。总体上，相关研究

的评价不应仅关注大气参数本身的精度提升，还

需进一步考察其在定位精度、收敛性能和强降水

短临预报中的实际增益，并通过对照试验、消融

分析及复杂天气过程验证其稳定性、泛化能力和

独立贡献。表 3 对相关应用方向的代表性进展及

存在问题进行了归纳总结。

5　进一步研究的关键问题与工作

5.1　强化空天地多源协同，构建统一高质量数据集

构建统一、高质量的数据集是 AI 驱动 GNSS
大气效应建模、预测与应用的基础，未来应从数

据质量与数据丰富度两个方面协同推进，以提高

样本的可信度、代表性以及复杂场景覆盖能力。

首先，在数据质量方面，训练与验证结果的可靠

性直接影响模型性能评价的可信程度。现有训

练 样 本 包 括 由 GNSS 观 测 反 演 得 到 的 ZTD、

PWV 和 TEC 等参数产品，以及探空、地面气象、

数值模式和再分析资料等多源异质数据，其误差

不仅来自异常值和缺测，还受到多路径、周跳处

理、参数估计策略及不同资料时空代表性差异的

影响。随着众包 GNSS 等更广泛观测数据逐步

引入，不同终端、观测质量和位置精度差异将进

一步增加训练数据一致性控制难度［109］。与此同

时，以 GNSS 反演产品或再分析资料作为标签，

AI 模型还可能学习并继承参考数据误差。例如，

文献［50］以 ERA5 生成的延迟剖面作为训练和检

验的参考，其评价结果主要反映模型与该参考数

据的一致程度，而模型对真实大气延迟的刻画能

力仍需通过独立观测加以验证。因此，未来数据

质量控制应由传统的样本清洗进一步扩展至来

源追溯、偏差识别和误差传递分析，并采用未参

与标签生成的观测数据开展交叉验证，尤其对于

台风、强对流、磁暴和电离层闪烁等强扰动过程，

还需区分真实极端变化与观测异常，避免在质量

控制过程中将具有重要物理意义的稀缺样本误

判为异常值并予以剔除。

其次，在数据丰富度方面，训练样本是否充

分覆盖不同区域、时段和大气活动状态，直接影

响 AI 模型的泛化能力和复杂场景适应性。现有

数据在空间分布和扰动类型上仍存在明显不均

衡，台风、强对流、磁暴和强闪烁等扰动场景的样

本不足，难以充分表征大气效应在不同环境条件

表 3　AI增强的 GNSS大气效应应用研究进展

Table 3　Progress in AI-Enhanced GNSS Atmospheric Effect Applications

主要研究工作

对流层延迟

增强 GNSS
定位 [82, 104]

电离层延迟

增强 GNSS
定位 [65, 66, 105]

强降水短临

预报 [106-108]

传统方法自身局限

PPP 初始 ZWD 约束有

限，传统模型难表征非对

称延迟。

广播模型和实时 GIM 在

EIA、磁暴和高梯度条件

下残差较大。

PWV 阈值法区域泛化能

力有限；雷达外推对大气

水汽演变表征不足。

需要解决的关键问题

如何合理引入 AI产品不确

定信息，在增强约束的同时

避免误差过度传递

如何将 AI电离层产品稳定

转化为 SPP、PPP 和 PPP-

RTK 性能增益

GNSS 水汽能否改善降水

落区、强度和预报提前量

AI方法代表性研究

利用 ZTD/ZWD 先验及

逐星 STD 改善定位收敛

和复杂天气定位性能。

由 TEC 产品精度评价延

伸至逐路径改正和用户坐

标验证。

由站点判雨发展为 GNSS
水汽约束的二维雷达外推

和天气模型预报。

仍存在的问题

作为外部延迟预测产品引入，其定

位增益评估不充分；需在实际应用

场景下综合评估产品误差、约束方

式和定权等影响。

需完整暴雨事件过程开展雷达/天
气模型±GNSS 消融试验，明确

GNSS 水汽的独立信息增量。
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下的多样性及演化特征。因此，未来需要进一步

强化空天地多源观测协同，整合 GNSS 掩星、卫

星遥感、探空、地基 GNSS、众包 GNSS 及地面气

象等多类观测资料，发挥不同观测手段在空间覆

盖、垂向探测和时间采样方面的互补优势，补充

单一观测系统在空间覆盖与探测维度上的不足。

与此同时，多源数据协同还需解决数据异构、时

空分辨率不一致和区域分布不均等问题，通过统

一时空基准、变量定义和质量标识，开展跨平台

数据匹配、偏差校正与联合利用，使不同来源的

观测能够在统一框架下共同描述大气状态及其

时空演变。在此基础上，构建覆盖不同区域、季

节和扰动条件的标准化公共数据集，为 AI模型训

练、跨区域迁移、复杂场景泛化及统一性能评价

提供更加丰富、规范和可复现的数据基础。

5.2　引入物理机理约束，增强建模可解释性与实用性

物理机理与数据驱动方法的融合，是进一步

提升 GNSS 大气效应建模可解释性和实用性的

重要途径。未来研究不仅需要追求模型精度，还

应兼顾物理可解释性、计算效率及实际使用成

本，使模型输出具有明确的物理依据，也满足实

际应用要求。在可解释性方面，应明确输入信

息、中间状态与输出结果之间的物理联系。现有

AI 驱动的 GNSS 大气效应研究已形成经验背景

残差学习、物理约束损失和物理关系嵌入等多种

融合方式。例如，YUAN 等［50］利用 DNN 学习

EXP3 模型未能充分描述的垂向变化；MA 等［73］

将 STEC 路径积分及电离层测高参数用于约束

电子密度网络，MSWD 模型则在框架结构中保留

斜映射关系［44］。这些方法使部分学习目标或计

算环节具有明确的物理含义，但对物理信息如何

作用于模型内部和输出的认识仍然不足。后续

可进一步在模型结构中保留具有明确物理意义

的中间变量，将大气状态估计与 GNSS 信号传播

计算建立显式联系，使传统模型承担已有物理关

系的表达，AI 重点学习其难以描述的非线性变化

部分，并通过中间变量与独立观测的对比分析识

别误差来源。

在实用性方面，模型设计应在精度提升、计

算复杂度与部署成本之间取得平衡，避免单纯依

靠增加网络深度、模块数量和参数规模获得有限

的性能增益。充分利用成熟物理模型和经验关

系，可减少 AI 需要学习的状态空间和参数规模。

例如，文献［50］基于 EXP3 模型开展残差学习，在

保留主要垂向物理关系的基础上，以较小参数增

量改善垂向建模精度。未来可进一步发展保留

物理中间变量的端到端模型，将大气状态估计、

参数转换与传播计算纳入统一优化框架，并配套

统一的数据接口、参数规范与推理流程，降低用

户在数据预处理和多步骤计算中的使用成本，并

结合具体应用任务系统评估精度增益、计算开

销、处理时延和资源需求。

5.3　增强模型自适应能力，提升泛化和预测性能

模型自适应能力直接影响 GNSS 大气效应

建模的适用范围与预测性能，未来需要从兼顾跨

区域、跨时段的泛化能力和复杂场景下的动态适

应能力。在泛化能力方面，现有模型虽然在特定

区域和训练时段内取得较好建模效果，但对未见

区域、未来时段及不同大气活动状态的适应性仍

然有限。跨区域应用不仅面临地形、气候条件和

观测密度等差异变化，跨时段应用还受到季节变

化、年际变化及不同太阳活动水平造成的数据分

布变化影响。因此，相邻时段或相似季节的良好

表现并不能代表模型长期和跨区域应用能力。

后续可进一步引入迁移学习、在线学习等方法，

使模型能够利用新观测信息动态调整特征表示

和模型参数，增强对不同区域、季节和太阳活动

条件的适应能力。在预测性能方面，随着预报时

效延长，模型还需增强对大气变化长期依赖关系

的表征能力。对于多步预测，应将不同预报时效

的误差纳入模型训练，减少递推预测过程中的误

差累积。与此相应，模型评价应采用跨区域、跨

时段及多预报时效的独立检验，分别评价模型的

空间迁移、跨时期泛化和长时效预测性能。预报

检验需确保所有输入信息在实际起报时刻真实

可获得，并考虑外部产品的发布时延、预报误差，

使历史试验条件逐步接近实际运行环境［110］。

在拓展模型整体适用范围的同时，还需针对

台风、强对流、磁暴和强闪烁等复杂场景增强局

地建模与扰动预测能力。此类过程具有不同于

平稳条件的快速变化、局地异常和极端变化特

征，以全部样本计算的总体指标容易掩盖模型在

这些扰动条件下的性能退化。 IonoBench 对磁暴

期间模型性能下降的分析，表明针对强扰动场景

开展适应性优化的必要性［97］。因此，可根据不同

扰动场景的变化特征对模型进行微调，通过调整

扰动样本权重、设计面向极值和突变过程的损失

函数以及改善样本不平衡，避免模型过度偏向平

静条件下的常见变化。同时，可融合气象状态、

太阳-地磁活动等外部驱动信息，分别刻画背景变
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化与扰动响应，提高模型对突变过程和局地异常

的表征能力。相应地，扰动场景下模型优化效果

应通过完整事件过程检验，重点评价扰动峰值、

发生时刻、持续时间及恢复过程等关键特征的预

测能力。与此同时，还需比较场景优化前后模型

在平稳条件及其他扰动类型下的性能变化，避免

针对单一场景的局部优化造成整体泛化能力下

降，从而实现模型普适性与特殊场景适应能力之

间的协调。

5.4　完善科学评价指标，推动模型与应用深度融合

模型评价是连接方法研究与实际应用的重

要环节，既需要科学评价模型性能，也又能够反

映其应用价值。在评价指标方面，现有 GNSS 大

气效应研究同时采用通用统计指标与领域任务

指标，但在指标选择和计算口径上尚缺乏统一标

准。RMSE、MAE 等通用指标能够反映整体数值

误差，却难以充分描述扰动峰值、垂向结构和传

播路径偏差；仅采用定位精度、收敛时间等应用

指标，又难以区分大气模型与解算配置各自的贡

献。因此，应针对不同任务建立由通用统计指标

与领域应用指标共同组成的多层次评价方法，综

合评价模型预测精度、稳定性、不确定性、实时性

及场景适应性。综合评价指标的构建应根据具

体应用目标明确各分项指标的归一化方法与权

重依据，并同时报告分项结果，避免单一指标或

主观加权的综合得分掩盖模型在关键能力上的

差异。为提高评价结果的可比较和可复核，还应

结合公共数据集建立统一评价规范，明确参考数

据、统计单位、样本筛选、汇总规则和参考方法，

并公开指标计算流程与代码。在此基础上，模型

比较应区分相同输入下的算法比较与完整配置

下的系统比较：前者识别模型方法本身带来的性

能改进，后者评价辅助资料、处理流程及模型共

同带来的完整系统在实际应用中的综合效果。

模型评价还需进一步延伸至实际应用层面，

重点检验参数精度提升能否转化为实际应用收

益。ZTD、ZWD、STD 和 TEC 等产品用于 GNSS
定位时，其应用效果还受观测几何、产品误差和

定权策略等影响；同样，ZWD 和 PWV 精度提高

也不能直接代表降水位置、强度和发生时间预报

同步改善；TEC、ROTI和闪烁参数则需进一步与

信噪比、周跳、失锁等实际定位风险建立对应关

系。因此，模型输出应同时提供产品不确定度信

息，如误差标准差或协方差，以便纳入现有数据

处理方法进行平差和定权，并为风险判断提供量

化依据。在此基础上，应将 AI 大气产品纳入

GNSS 定位、气象预报和空间天气监测等实际处

理系统，通过一致配置下的对照试验评价其对定

位精度、收敛时间、模糊度固定率、降水预报技巧

及扰动风险识别能力等指标改善的实际贡献，并

重点检验台风、强对流、磁暴和强闪烁等复杂条

件下的稳定性和可靠性，建立从模型输出、数据

处理到应用效果的完整验证过程。

6　结论与展望

本文围绕 GNSS 大气延迟提取、多维状态建

模、预测与应用，系统梳理了 AI 在 GNSS 大气效

应研究中的主要进展。现有研究表明，AI 已由早

期针对 ZTD/ZWD、PWV 和 TEC 等参数的非线

性估计与经验模型修正，逐步拓展至二维对流层

参数和 TEC 建模、三维水汽与电子密度结构反

演，并进一步延伸至 ZTD/ZWD、TEC 及电离层

扰动的时空预报，以及单频定位、PPP 和强降水

短临预报等应用。AI 并非改变 GNSS 信号传播

及大气参数反演的基本物理关系，其主要优势在

于增强复杂非线性变化表达、多源异构信息融合

和时空演化特征学习能力，从而提升传统方法对

复杂区域、快速变化和强扰动过程的刻画能力，

为 GNSS 大气效应的高精度建模、动态预测与应

用拓展提供了新的技术途径。

未来研究应进一步加强地基 GNSS、众包

GNSS、GNSS 掩星、卫星测高、数字电离层测高

仪和探空等多源真实观测的协同利用，并推动模

型由单一参数拟合、分阶段处理向保留物理中间

变量的端到端联合建模发展。通过将大气状态

估计、参数转换和传播计算纳入统一优化框架，

可进一步利用 ZTD/ZHD/ZWD/PWV、湿折射

率与 STD/SWD 以及电子密度与 STEC 之间的

物理关系，提高三维、四维大气状态恢复的物理

一致性。在预测方面，应进一步面向实际业务起

报条件开展模型设计与评价，严格满足实际起报

条件，并通过完整台风、强对流和磁暴过程检验

不同预报时效下模型的精度和稳定性。在应用

方面，还应同步考虑产品不确定度、异常识别和

模型失效风险，将 AI 生成的大气产品直接接入

GNSS 定位、气象预报和空间天气监测等实际系

统，通过定位精度、收敛实际、扰动风险识别和降

水预报增益等指标科学评价实际应用效能，最终

推动 AI 驱动的 GNSS 大气效应研究由单一参数

精度提升向物理一致的状态感知、未来预报和实
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际应用服务的一体发展。
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